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Uwagi wprowadzaj¡ce

Interesuj¡ nas te zadania klasy�kacji pod nadzorem, do±¢ typowe w
zastosowaniach biologicznych i komercyjnych, w których mamy do
czynienia z macierzami danych o maªej liczbie obserwacji
(obiektów) - rz¦du dziesi¡tków - z których ka»da opisana jest
tysi¡cami atrybutów (cech).

Sztandarowymi i wa»nymi przykªadami s¡ np. mikromacierzowe
dane dotycz¡ce ekspresji genów oraz dane dotycz¡ce analizy
dziaªania leków antywirusowych typu inhibitorów proteazyczy
transkryptazy odwrotnej w ci¡gach biaªek (jak w zwalczaniuwirusa
HIV).

Zadania takienie s¡ typowymi zadaniami uczenia maszynowego
(ÿdata miningu").
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Problem - wielki wymiar danych!

S¡ to zadania w pewnym sensie ¹le postawione. Rzecz w tym, »e w
d-wymiarowej przestrzeniRd a»d + 1 punktów mo»e by¢
rozdzielonych na dwa rozª¡czne podzbiory w sposób caªkowicie
arbitralny!

 

d1

d2
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Problem - wielki wymiar danych

W rezultacie, pierwszoplanowego znaczenia nabiera (pod)zadanie
wyboru z caªego wektora obserwacji podzbioru cech interesuj¡cych
(wa»nych) z punktu widzenia zadania klasy�kacji.

Co wi¦cej, maj¡ racj¦ Dudoit and Fridlyand (2003) pisz¡c, i»

The importance of taking feature selection into account when
assessing the performance of a classi�er cannot be stressedenough.

W istocie, wybór interesuj¡cych, czyli nios¡cych informacj¦ cech
musi by¢ dobrze przemy±lany, a nie zawsze tak jest. Gdy np.
opieramy si¦ na walidacji krzy»owej (kroswalidacji), musimy
pami¦ta¢, by etap wyboru cech byª wª¡czony do procesu tej
walidacji (innymi sªowy, by byª realizowany wewn¡trz p¦tli
kroswalidacyjnej); por. Dudoit i Fridlyand (2003) oraz Simon i in.
(2003).
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Eksperyment przeprowadzony przez Simona i in.

Zastosuj 2 000 replikacji procesu generacji 20 wektorów o
wymiarze 6 000 z tego samego rozkªadu normalnego; za ka»dym
razem dokonaj losowego podziaªu 20 wektorów na dwie klasy,
ka»da o wymiarze 10.

Dla ka»dej próby ucz¡cej zbuduj i oce« klasy�kator na jeden z
trzech sposobów:

Procedura 1: Wybierz najpierw interesuj¡ce cechy, nast¦pnie
u»yj caªej próby ucz¡cej do konstrukcji klasy�katora i oce«
jego dokªadno±¢ (p-stwo bª¦dnej klasy�kacji) metod¡
podstawienia.
Procedura 2: Wybierz najpierw interesuj¡ce cechy, nast¦pnie
skonstruuj klasy�kator u»ywaj¡c metody n-krotnej
kroswalidacji (leave-one-out CV) do oceny jego dokªadno±ci.
Procedura 3: U»yj metody n-krotnej kroswalidacji w taki
sposób, by zarówno wybór cech, jak i dokªadno±¢ klasy�katora
znajdowaªy si¦ w p¦tli kroswalidacyjnej.
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Eksperyment przeprowadzony przez Simona i in.

Wyniki:

Procedura 1: 98.2% replikacji bezbª¦dnych (1.8% z 1 bª¦dem)!

Procedura 2: 90.2% replikacji bezbª¦dnych (9.8% z 1 bª¦dem)!

Procedura 3: Od 0 do 20 bª¦dnych klasy�kacji, z median¡
równ¡ 11.
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Selekcja w ramach klasy�kacji czy tzw. �ltracja?

Pewnym problemem zwi¡zanym z nawet poprawnie
przeprowadzon¡ kroswalidacj¡ jest to, »e jakkolwiek dostarcza ona
mo»liwie dobrej oceny dokªadno±ci klasy�katora, zarazem czyni
wybór cechcz¦±ci¡ procesu uczenia klasy�katora . Tymczasem

chciaªoby si¦ mie¢ t¦ grup¦ cech, które maj¡ najwi¦kszy zwi¡zek z
zadaniem klasy�kacji i s¡ zatem najwa»niejsze dla tego zadania
niezale»nie od zastosowanego klasy�katora. Innymi sªowy,

chciaªoby si¦ mie¢mo»liwie obiektywn¡ miar¦ wa»no±ci cech
dla danego zadania klasy�kacji .
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Testy wielokrotne

Na przykªadzie danych Goluba i in.:n = 38 obserwacji, ka»da
opisana wektoremd = 7129 ekspresji genów, przy czymn1 = 27
obserwacji nale»y do klasy 1=ALL (ostra biaªaczka limfoblast.)
oraz n2 = 11 obserwacji nale»y do klasy 2=AML (ostra biaªaczka
szpiku).
Dla ka»dejk-tej cechy (ka»dej ekspresji genu) interesuje nas test
hipotezy zerowejH0k o braku zwi¡zku (zale»no±ci) mi¦dzy klas¡ i
cech¡ przeciwko hipotezie alternatywnej o istnieniu takiego
zwi¡zku.
Dla k-tej cechy,k = 1; : : : ; d, naturaln¡ statystyk¡ testow¡ jest np.
t -statystyka

�x1k � �x2k

s1k + s1k

ale analizowana bez zaªo»enia o normalno±ci rozkªadu cechy.
Problemem jest to, »e musimy przeprowadzi¢d takich testów!
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Testy wielokrotne

Bateria testów powinna zapewnia¢ ustalony poziom (ustalone
prawdopodobie«stwo) bª¦du pierwszego rodzaju, np.

FWER � family-wise error rate= P(FP ­ 1) ¬ �

oraz rozs¡dn¡ moc caªej procedury, np.

P(TP ­ 1):

Patrz Dudoit i in. (2002) i (2003).
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Algorytm MCFS
Gªówny krok procedury

Porcedura jest koncepcyjnie bardzo prosta, chocia» wymaga
powtarzania wielu prostych oblicze«. Dan¡ cech¦ uznajemy za

wa»n¡, czyli nios¡c¡ informacj¦, je±li cecha ta ÿma tendencj¦" do
brania udziaªu w procesie klasy�kowania elementów próby ucz¡cej.
Owa tendencja lub ÿgotowo±¢" cechy do brania udziaªu w procesie

klasy�kacji, nazywana odt¡d wa»no±ci¡ cechy, mierzona jest za
po±rednictwem budowy wielu (tysi¦cy) drzew klasy�kacyjnych na
ró»nych - losowo wybranych - podzbiorach zbioru cech.
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Algorytm MCFS
Gªówny krok procedury

Dokªadniej, ze zbiorud cech wybieramy losowos podzbiorówm
cech, przy czymm << d, i dla ka»dego podzbioru cech
konstruujemyt drzew, których dokªadno±¢ jest oceniana.
Ka»de zt drzew w p¦tli wewn¦trznej jest uczone i oceniane na
innych, losowo wybranych zbiorach ucz¡cych i testuj¡cych,
pochodz¡cych z podziaªu caªej próby ucz¡cej na dwa podzbiory:

za ka»dym razem, zn obserwacji oryginalnej próby wybieramy
losowo okoªo 66% obserwacji do uczenia drzewa, pozostaªe
obserwacje pozostawiaj¡c do ocenienia jego dokªadno±ci (losowanie
do próby ucz¡cej dane drzewo odbywa si¦ tak, by zachowa¢
oryginalne proporcje mi¦dzy klasami).
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Algorytm MCFS
Schemat
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Algorytm MCFS
Wa»ona dokªadno±¢ klasy�kacji

Aby zde�niowa¢ wa»no±¢ cechy, przypomnijmy najpierw okre±lenie
wa»onej dokªadno±ci, za pomoc¡ której b¦dziemy ocenia¢ na próbie
testowej zdolno±¢ ka»dego drzewa do klasy�kowania obserwacji.
Dla problemu zc klasami, niechnij oznacza liczb¦ obserwacji z

klasyi zaklasy�kowanych jako pochodz¡ce z klasyj ; oczywi±cie,
i ; j ; = 1; 2; : : : ; c oraz

P
i ;j nij = n, gdzien jest liczb¡ wszystkich

obserwacji w oryginalnej próbie. Dokªadno±¢ wa»ona przyjmuje
posta¢

wAcc =
1
c

cX

i = 1

nii

ni 1 + ni 2 + � � � + nic
;

czyli jest ±redni¡ warto±ci¡c uªamków poprawnych klasy�kacji
(true positive rates) dla ka»dej klasy.
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Algorytm MCFS
Wa»no±¢ cechy - miara RI

Wa»no±¢ cechygk , RIgk , mo»emy teraz zde�niowa¢ jako

RIgk =
stX

� = 1

(wAcc)u
X

ngk (� )

IG(ngk (� ))
�

no. in ngk (� )
no. in �

� v

;

gdzie sumowanie odbywa si¦ po wszystkichst oraz, dla ka»dego
� -tego drzewa po wszystkich tych w¦zªachngk (� ) tego drzewa, w
których podziaª dokonywany jest na ceszegk ; IG(ngk (� )) oznacza
zysk informacyjny odpowiadaj¡cy w¦zªowingk (� ), (no. in ngk (� ))
oznacza liczb¦ obserwacji w w¦¹lengk (� ), (no. in � ) oznacza liczb¦
obserwacji w korzeniu� -tego drzewa orazu i v s¡ ustalonymi
liczbami dodatnimi.
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Algorytm MCFS
Parametry

Procedura ma, jak wida¢, a» 5 parametrów,m, s, t , u i v, do
ustalenia przez eksperymentatora. Do±wiadczenie pozwala
zaproponowa¢ na staªe warto±ci domy±lne parametrówu oraz v
(wyst¦puj¡ych w de�nicji wa»no±ci cechy). Warto±¢ parametru m

(oznaczaj¡cego wymiar podwektora wektora cech) mo»na równie»
uzna¢ za ustalon¡ (nie wi¦ksz¡ ni» np. 300 i stanowi¡c¡ maªy,
rz¦du 0,05 lub mniej, uªamek peªnego wymiaru wektora cech).
Maj¡c warto±¢ parametrum ªatwo zaproponowa¢ rozs¡dn¡ warto±¢

parametrut (oznaczaj¡cego liczb¦ drzew kontsruowanych dla
ka»dego zestawum cech). Parametrt mo»emy zatem tak»e
traktowa¢ jako ustalony.
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Algorytm MCFS
Parametry

Parametrs jest parametrem bie»¡cym procedury, ustalanym
adaptacyjnie: Procedura rankingu cech jest prowadzona przy

rosn¡cych warto±ciach parametrus, mianowicie dla
s = s1; s1 + 10; s1 + 20; : : : tak dªugo a» rankingip%
najwa»niejszych cech, otrzymywane dla kolejnych warto±ci
parametrus, oka»¡ si¦ (prawie) takie same. Minimalna liczba

podzbiorów,s1, jest losowa i taka by ranking oparty na
przeanalizowaniu tych podzbiorów zawieraªp% wszystkich cech.
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Algorytm MCFS
Odlegªo±¢ rankingów cech

De�niujemy odlegªo±¢ mi¦dzy dwoma ÿs¡siednimi" rankingami i
kontynuujemy dziaªanie procedury a» do ustabilizowania si¦
warto±ci tej odlegªo±ci na poziomie dostatecznie bliskim zera.
Odlegªo±¢ mi¦dzy rankingiem otrzymanym po przeanalizowaniu s

podzbiorów, ka»dy zm cechami, oraz rankingiem otrzymanym po
przeanalizowanius � 10 podzbiorów zde�niowana jest nast¦puj¡co:

Dist (s; s � 10) =
1
dp

X

gk

jrank(gk ; s) � rank(gk ; s � 10)j

gdzie sumowanie odbywa si¦ pop procentach cech uznanych za
najwa»niejsze po przeanalizowanius � 10 podzbiorów;rank(gk ; r )
oznacza rang¦ cechygk po przeanalizowaniur podzbiorów, za±dp

jest staª¡ normuj¡c¡, równ¡ liczbie branych pod uwag¦ cech
(dp = dp=100). Parametrp nie powinien by¢ zbyt du»y; jego
warto±¢ mo»e pochodzi¢ z przedziaªu [5, 20].
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MCFS-ID Algorithm: the MCFS part
A cut-o� between informative and non-informative features

Ranking as such does not enable one to discern between
informative and non-informative features. A cut-o� between these
two types of features is needed.

We address this issue by comparing the ranking obtained for the
original data with the one obtained for the data modi�ed in such a
way that the class attribute (label) becomes independent ofthe
vector of all features. Such a data set is obtained via a random
permutation of the values of the class attribute (i.e. of theclass
labels of the samples).
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Walidacja oraz wery�kacja procedury (i danych)

Pierwszy krok walidacyjny: Powtórz gªówny krok procedury wiele
(np. 50) razy, za ka»dym razem dla innej, losowej permutacji
etykiet obserwacji (przydziaªu obs. do klas); sprawd¹, czywyniki
klasy�kacji dla wszystkichst drzew i oryginalnych danych,
mierzone dokªadno±ci¡ wzgl¦dn¡, s¡ istotnie ró»ne od otrzymanych
po losowym przepermutowaniu etykiet klas.

 Histogram - w Accuracy 
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Walidacja oraz wery�kacja procedury (i danych)

Drugi krok walidacyjny: Poka», »e wiarygodn¡ predykcj¦ klas
daje oparcie si¦ na niewielu,b cechach (np.b = 45 w problemie
Alizadeha i in. - lepiej wzi¡¢ cechy uznane wcze±niej za istotne dla
dyskryminacji), wybranych losowo spo±ród 2b cech uznanych za
najwa»niejsze. (Dokonujemy tego buduj¡c tysi¡ce drzew opartych
na wektorach obserwacji o wymiarzeb, najpierw wybieraj¡cb cech
spo±ród 2b cech najwa»niejszych i potemb cech spo±ródd � 2b
cech pozostaªych. Ka»de drzewo jest budowane i testowane na
innej, losowo wybranej próbie ucz¡cej i testuj¡cej.)

Box Plot (alizadeh90_90.sta 4v*60000c)
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Walidacja oraz wery�kacja procedury (i danych)

Powy»sze nie daje jeszcze oceny ÿdokªadnego poziomu istotno±ci"
rankingu! Krok wery�kacyjny: Podziel zbiór obserwacji na dwa

podzbiory, pierwszy zawieraj¡cy ok. 75% wszystkich obserwacji i
drugi z pozostaªymi ok. 25% obserwacjami. Wykonaj gªówny krok
procedury na pierwszym podzbiorze i, wykorzystuj¡c otrzymany
ranking cech, wykonaj drugi krok walidacyjny na drugim
podzbiorze.

 
 
 
 

Box Plot (_acc_wAcc90_90 3v*200000c)
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Walidacja oraz wery�kacja procedury

Moreover, independently of all the former considerations,we
have also shown that, despite its simplicity and the use of tree
classi�ers, the algorithm is not biased towards features with
many values (categories or levels):
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Let us illustrate this fact with just one simple example:

We let the data consist of 120 independent samples (observations),
each containing 50 features and a class or decision attribute
(label). Values of the �rst 10 features,g1; : : : ; g10, are drawn at
random from a standard normal distribution and the remaining 40
features are drawn from discrete uniform distributions:g11; : : : ; g20

from Uf 0, 1g, g21; : : : ; g30 from Uf 0, 1, 2, 3g, g31; : : : ; g40 from
Uf 0, 1, 2, ..., 9g and g41; : : : ; g50 from Uf 0, 1, 2, ..., 19g,
respectively, where Uf 0, ..., p � 1g, p = 2; 4; 10; 20, stands for a
uniform distribution onp integers from 0 top � 1. Values of all 50
features are drawn independently.

If, for a given observation,g11 = g12 = 0, then the observation's
class is 0 with probability 0:5+ r ; otherwise, the observation's class
is 0 with probability 0:5 � r .
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Rysunek:Mean values of normalizedRIgk 's, r = 0 andr = 0:2; the only
possibly informative features areg11 and g12, and their correlation
coe�cients with the class attribute are each equal tor )
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Par¦ sªów o eksperymentach

Pierwsze dwa eksperymenty: na danych Alizadeha i in. oraz Goluba
i in.

MedianyAcc (wAcc) dla 100 experymentów:

Alizadeh et al. Golub et al.
45 out of 90 45 out of 3936 100 out of 200 100 out of 6930

J48 .93(.89) .78(.78) .86(.82) .71(.67)
1NN 1.0(1.0) .93(.97) .93(.95) .78(.76)
NB 1.0(1.0) .71(.90) .93(.90) .86(.92)
RF .93(.97) .86(.92) .93(.92) .78(.88)
SVM 1.0(1.0) .93(.97) .93(.95) .86(.82)
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Par¦ sªów o eksperymentach

I pouczaj¡ce porówanie ze sªynn¡ prac¡ Dudoit et al. (2002, 2003):

J48 1NN NB RF SVM
ÿzwykª." .918(.901) .972(951) .997(.998) .950(.916) .955(.923)
nadm. .937(.949) .947(.936) .974(.981) .958(.934) .947(.935)

jak si¦ okazaªo, kryj¡ceniezwykªe ró»nice biologiczne mi¦dzy
obydwoma podej±ciami, ukazuj¡c przewag¦ naszego podej±cia!

Nasze podej±cie explicite wi¡»e wa»no±¢ cechy z zadaniem
klasy�kacji (nota benenadmierna ekspresja genunie jest do tego
potrzebna).

Ponadto, w naszym podej±ciu zawarta jest implicite zdolno±¢
ÿdostrze»enia" i wykorzystania wspóªzale»no±ci mi¦dzy cechami.
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HIV - Badanie odporno±ci na lek stawudyna

574 pacjentów którym zastosowano lek.
W zale»no±ci od odpowiedzi wyró»niamy 3 klasy:
intermediate, resistant, susceptible.
Jeden badany obiekt zawiera ci¡g kilku/kilkunastu cech
�zykochemicznych kolejnych aminokwasów w ªa«cuchu
biaªkowym. Š¡czna liczba aminokwasów w ªa«cuchu to 560.
W sumie daje to nawet 78400 cech!!

Kolor oznacza:
zielony{ alfa-atomy poprawnie odkrytych (znanych
ekspertom) aminokwasów
»óªty - alfa-atomy poprawnie odkrytych (znanych dla innych
leków) aminokwasów
czerwony- alfa-atomy niepoprawnie odkrytych (brak
eksperymentalnego potwierdzenia) aminokwasów.
szary- alfa-atomy aminokwasów znanych ekspertom lecz
pomini¦tych przez metod¦
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CfsSubsetEval z WEKA, ExhaustiveSearch
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RandomForests z WEKA
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MCFS { Monte Carlo Feature Selection (dmLab)
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Analiza wspóªzale»no±ci

Zadanie:

Dla ka»dego drzewa decyzyjnego, budowanego podczas
procedury MCFS, znajd¹ i zapisz wszystkie wspóªwyst¡pienia
atrybutów w jednej ±cie»ce drzewa.

Zakªadamy »e im dwa atrybuty s¡ bli»ej siebie w strukturze
grafu to ich wspóªzale»no±¢ jest silniejsza.

Je±li para atrybutów wyst¦puje wyra¹nie cz¦sto w ró»nych
drzewach i atrybuty te s¡ przewa»nie blisko w strukturze to
oznacza wspóªzale»no±¢.

Dodatkowo jako±¢ klasy�kacji drzewa decyzyjnego mo»e
wskazywa¢ na nieprzypadkowe wspólne korzystne wªa±ciwo±ci
predykcyjne pary atrybutów.
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Analiza wspóªzale»no±ci
Miara siªy zale»no±ci

�

n1

n2 n3 n4

n5 n6 n7 n8

n9 n10

Dep(gi ; gj ) =
stX

� = 1

X

� �

X

ngi (� � );ngj (� � )

1
dist(ngi (� � ); ngj (� � ))

; (1)

Jacek Koronacki Klasy�kacja danych o du»ym wymiarze



A bit more on results
By way of example: HIV-1 resistance to other RTI drugs

We applied the MCFS-ID to elucidate molecular interaction
networks that underly resistance to seven (six NRTI and one
NNRTI) drugs.

We were able to rediscover numerous mechanisms of
drug-resistance and suggest several new mechanisms which should
be further investigated. Importantly, our method o�ers deep insight
into molecular mechanisms of drug resistance, since it shows
interactions between physicochemical properties of mutating amino
acids.

We were able to show that the majority of the drug resistance
mutations act simultaneously, in co-operative and complexmanner.
Some members of the network play compensatory role, other ones
emerged as a result of previous treatment.
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A bit more on results
By way of example: HIV-1 resistance to other RTI drugs

TenofovirStavudine

LamivudineAbacavir
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Concluding remarks

The MCFS-ID algorithm, although a purely computational
method, has proved a promising method to reveal and analyze
molecular interaction networks that underly HIV-1 resistance
to RT inhibitors. Our method can equally easily be applied to
a wide range of problems from other domains, to �nd both
informative features and interdependencies between them.

The way interdependencies are sought is novel, and the MCFS
part of the method has an advantage over, e.g., random
forests of Breiman.

Still, the work on some re�nements of the approach is
pending.
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